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Kierunek: Analiza danych – Big data 

 
1. Omów mechanizmy łączenia danych z wielu tabel. 
2. Omów klasyfikację funkcji działających na pojedynczych wierszach. 
3. W jakim celu buduje się perspektywy? Omów możliwe klauzule polecenia do tworzenia 

perspektyw. 
4. Operacje na zbiorach – omów składnię poleceń i znaczenie uzyskanych wyników. 
5. Przedstaw podzapytania – typy, klauzule, w których mogą wystąpić, operatory. 
6. Omów typowe rozwiązania Big Data w obszarze baz/repozytoriów danych. 
7. Przedstaw specyfikę środowisk analitycznych stosowanych w Big Data. 
8. Omów wybrany algorytm stosowany w analityce Big Data. 
9. Na czym polega MapReduce? 
10. Co to jest Deep Learning, podaj przykład. 
11. Jakimi cechami charakteryzują się typowe problemy Big Data? 
12. Omów przykładowe techniki stosowane w rozpoznawaniu wzorców. 
13. Na czym polega przetwarzanie rozproszone? 
14. Omów wybraną metodykę opisującą sposób realizacji procesu wytwórczego modelu 

analitycznego. 
15. Wymień kluczowe założenia będące warunkami zastosowania modeli predykcyjnych 

do wspomagania procesów decyzyjnych. 
16. Jak mierzymy jakość modelu prognostycznego? 
17. Omów w jaki sposób wykorzystanie systemu kontroli wersji wpływa na efektywność 

procesu wytwórczego rozwiązań analitycznych. 
18. Wyjaśnij co to jest reprodukowalność procesu analitycznego i dlaczego jest ona ważna 

w praktyce gospodarczej. 
19. Omów podstawowe sposoby zapewnienia reprodukowalności procesu analitycznego. 
20. Wyjaśnij co to jest próg odcięcia w modelach klasyfikacyjnych oraz omów od czego 

zależy jego optymalna wartość w przypadku wykorzystania takiego modelu do 
wspomagania podejmowania decyzji. 

21. Wyjaśnij do czego wykorzystywana jest regularyzacja w procesie budowy modeli 
predykcyjnych. 

22. Wyjaśnij różnicę pomiędzy wnioskowaniem obserwacyjnym, interwencyjnym 
i kontrfaktycznym. 

23. Wyjaśnij na czym polega paradoks Simpsona. 
24. Przedstaw korzyści ekonomiczne z przetwarzania danych w chmurze. 
25. Omów technologie serveless w gromadzeniu i przetwarzaniu danych na potrzeby 

procesów analitycznych. 
26. Przedstaw metody przechowywania danych dużych rozmiarów w chmurze. 
27. Omów skalowanie dokumentowych baz danych typu noSQL w chmurze na przykładzie 

DynamoDB. 
28. Omów skalowanie procesów analitycznych w chmurze. 
29. Omów Function as a service - model przetwarzania oparty o architekturę Lambda. 
30. Omów tworzenie i zarządzanie bezpieczeństwem środowisk analitycznych dla języków 

Python i R w chmurze. 
31. Omów zarządzanie bezpieczeństwem, użytkownikami i prawami dostępu w chmurze - 

użytkownicy, role, polityki i grupy. 



32. Przedstaw systemy zarządzania relacyjną bazą danych w chmurze i ich zastosowania w 
analityce danych. 

33. Przedstaw modele przetwarzania danych w chmurze: IaaS (Infrastructure-as-a-
Service), PaaS (Platform-as-a-Service) oraz SaaS (Software-as-a-Service). 

34. Omów kwestie etyczne związane z Big Data. 
35. Omów cechy danych istotne w procesie analizy danych. 
36. Przedstaw, na czym polega zmienność danych i jak ją uwzględnić w wizualizacji danych. 
37. Przedstaw, na czym polega niepewność w analizie danych i jak można wpływać na jej 

wielkość. 
38. Jakie znaczenie mają metadane w analizie danych. 
39. Wymień i omów układy współrzędnych stosowane przy wizualizacji danych. 
40. Wymień i omów metody wizualizacji proporcji. 
41. Wymień i omów metody wizualizacji relacji. 
42. Wymień i omów metody wizualizacji danych geolokalizacyjnych. 
43. Wymień obiekty bazy danych i omów ich przeznaczenie. 
44. Wymień i omów metody wizualizacji szeregów czasowych. 
45. Przedstaw, na czym polega uwzględnienie kontekstu w analizie danych. 
46. Wyjaśnij co to jest system kontroli wersji na przykładzie systemu Git i zaproponuj 

typowy workflow. 
47. Omów wybraną technikę redukcji wymiaru danych, jej zalety i wady. 
48. Omów pojęcie obliczeń równoległych i podstawowe problemy, które pojawiają się przy 

obliczeniach równoległych. 
49. Omów pojęcie estymatora odpornego na wybranym przykładzie. 
50. Omów technikę regularyzacji na wybranym przykładzie, np. regresji LASSO. 
51. Co oznacza określenie 3V oraz 5V w kontekście problematyki Big Data? 
52. Wyjaśnij pojęcia danych ustrukturyzowanych i nieustrukturyzowanych. 
53. Przedstaw architektury: Lambda i Kappa. 
54. Przedstaw kluczowe cechy uczenia i predykcji w trybie wsadowym (offline learning) i 

przyrostowym (online learning). 
55. Podaj przykład i omów w jakich sytuacjach wskazane jest zastosowanie modelu 

przetwarzania OLTP. 
56. Podaj przykład i omów w jakich sytuacjach wskazane jest zastosowanie modelu 

przetwarzania OLAP. 
57. Wyjaśnij pojęcie i zastosowania biznesowe hurtowni danych. 
58. Omów problem czasu w strumieniowym przetwarzaniu danych, czym jest Watermark. 
59. Przedstaw różnicę pomiędzy wsadowym i strumieniowym sposobem przetwarzania 

danych. 
60. Opisz dwa biznesowe zastosowania analizy danych w czasie rzeczywistym. 
61. Wymień i omów metodyki procesu eksploracji danych. 
62. Omów dwie główne grupy metod eksploracji danych. 
63. Omów metody selekcji zmiennych i obserwacji do modelowania data mining. 
64. Metody klasyfikacji danych - przedstaw różnice i podobieństwa pomiędzy nimi. 
65. Przedstaw model drzewa decyzyjnego. 
66. Omów modele lasów losowych. 
67. Przedstaw modele sztucznych sieci neuronowych. 
68. Omów metody grupowania danych. 
69. Omów metody analizy danych transakcyjnych.  



70. Przedstaw metody estymacji parametrów modelu regresji logistycznej. 
71. Interpretacja wyników oszacowań parametrów modelu regresji logistycznej. 
72. Weryfikacja istotności oszacowań parametrów regresji logistycznej. 
73. Metody oceny dopasowania modelu regresji logistycznej do danych empirycznych. 
74. Metody identyfikacji obserwacji odstających i wpływowych w regresji logistycznej.  
75. Omów model wielomianowej regresji logistycznej. 
76. Omów model proporcjonalnych szans.  
77. Metody doboru zmiennych objaśniających w modelach regresji. 
78. Jakość danych w analizach biznesowych. Znaczenie i metody oceny. 
79. Imputacja danych. Istota i znaczenie. 
80. Imputacja wielokrotna: opis metody, wybór modelu do imputacji oraz estymacja 

parametrów. 
81. Porównaj modele z efektami stałymi oraz modele z efektami losowymi. Przedstaw 

podstawowe różnice i zastosowania obu typów modeli. 
82. Regresja kwantylowa: opis i zastosowania w analityce biznesowej. 
83. Regresja adaptacyjna: model, opis estymacji i zastosowania w analityce biznesowej. 
84. Metoda k-średnich i jej zastosowanie w ocenie wartości klienta w czasie CLV. 
85. Wymień i omów zastosowania biznesowe modeli oceny wartości klienta w czasie CLV. 
86. Jakie statystyki opisowe są odporne na wartości nietypowe? 
87. Jakie statystyki opisowe należy stosować w przypadku prób pobranych z populacji o 

rozkładzie innym niż rozkład normalny? 
88. Omów trzy elementy bezpieczeństwa informacji: Poufność, Integralność, Dostępność. 
89. Co to jest Spear Phishing (ukierunkowany atak na osobę lub organizację)? 
90. Przedstaw podstawowe zasady cyberbezpieczeństwa dla MŚP (Małe i Średnie 

Przedsiębiorstwa). 
91. Na czym polega interpretacja języka programowania, podaj przykłady języków 

interpretowalnych oraz kilka różnych interpreterów. 
92. Omów sposób instalacji i zarządzania bibliotekami (pakietami) w środowisku języka 

Python, podaj przykłady popularnych bibliotek. 
93. Omów techniki iterowania na przykładzie wybranego języka programowania, np. R, 

Python. 
94. Omów koncepcję funkcji oraz zakresu ważności zmiennych na przykładzie wybranego 

języka programowania, np. R, Python. 
95. Co to jest silnik decyzyjny? Wymień reguły procesu akceptacji kredytowej 

implementowane w silniku decyzyjnym. 
96. Omów pojęcia związane z przygotowaniem danych i zdarzeniem modelowym: punkt 

obserwacji, okres danych i okres obserwacji, wymień najczęstsze błędy modelowania 
(np. wzięcie danych z przyszłości) i problemy z doborem długości obu okresów. 

97. Omów przykładową kartę scoringową. Jak wyznacza się punkty cząstkowe? Jak 
interpretuje się kartę scoringową? 

98. W jaki sposób obliczana jest opłacalność procesu akceptacji kredytowej? Jaką rolę w 
tym odgrywa model scoringowy? 

99. Co to jest analiza wpływu wniosków odrzuconych (Reject Inference)? 
100. Omów wpływ ludzkiego czynnika na proces akceptacji kredytowej, czy można 

zwiększyć sprzedaż i zmniejszyć ryzyko kredytowe jednocześnie? 
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